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ABSTRAKT

Tato prace se zabyva otazkou syntézy umélych neuronovych siti na principu evolu¢niho
prohleddvani. Zakladnim tkolem je vytvofit algoritmus symbolické regrese na zaklade
analytického programovani, ktery bude schopen syntetizovat vhodné neuronové sité.
Hlavni motivaci je automatizace této syntézy a nalezeni dosud neznamych feSeni. Prace
obsahuje pfedevsim teoretické rozkryti problému, analyzu Uspé$né syntetizovanych feSeni

a zdrojové kody vytvoreného algoritmu a provedenych experimentii na piilozeném CD.

Klicova slova: uméla inteligence, neuronova sit, symbolickd regrese, analytické progra-

movani, evoluéni prohledavani, evolu¢ni algoritmy, syntéza siti.

ABSTRACT

This thesis deals with question of artificial neuron network synthesis using evolutionary
searching principle. The very task was to create symbolic regression algorithm based on
analytic programming able to synthesize suitable neuron network. Motivation could be
seen in computerization of network synthesis and exploration of unknown solutions. The-
sis is primarily concern with theoretical background, analysis of successful solutions and

experiments. Source codes of used algorithm can be found on attached CD.

Keywords: artificial intelligence, Al, artificial neural network, ANN, symbolic regression,

analytic programming, evolutionary searching, evolutionary algorithms, network synthesis.
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UvVOoD

Rozséhlou renesanci umélych neuronovych siti (artificial neural networks, ANN) vystiida-
lo obdobi stagnace, a to, jak na bazi aplikacni, tak i v teoretické roving. O skutecné slozi-
tosti lidského mozku jsme si pfitom stale nevytvofili konkrétni pfedstavu [1]. Klasickou
teorii neuronovych siti [2] nelze jiz dale rozvijet, protoze jeji zadklady vznikaly za pomoci
znacné omezeného vypocetniho vykonu. S nastupem nové generace velmi rychlych mikro-
procesori se vSak otvira prostor pro novou oblast um¢lé inteligence - evolucni algoritmy.
Ty se daji s uspéchem pouzit k rozsifeni schopnosti neuronovych siti [3]. Nikdo je ovSem
na tuto oblast jesté neaplikoval tak vyrazné, jako si to klade za cil praveé nas soucasny vy-

zkum.

Jeho zakladni idea spociva v myslence, ze pocitace budoucnosti nebudou schopny neuro-
novée sité¢ pouze samostatné ucit a optimalizovat, ale také inteligentné syntetizovat - konci-
povat jejich strukturu. Jedna se o dalsi logicky krok v oblasti neurondlni umélé inteligence
- tam, kde byl dfive potieba ¢lovék matematik, vykonava jeho praci chytry algoritmus -
symbolicka regrese. Konkrétni metodou symbolické regrese je v naSem piipad¢ Analytické
programovani [4], algoritmus dlouhodobé rozvijeny nasi fakultou. Tento algoritmus ma
potencial nalézt na mnoziné tfid funkcei F, tfidu funkci f* (nenaucenou neuronovou sit’), jiz
je mozno vhodnou metodou uceni redukovat na konkrétni funkci f (nau¢enou neuronovou
sit’) takovou, Ze Gispés$né fesi dany problém. Tento pfistup nam dale umoziuje obohacovat
mnozinu F o funkce nikoliv neuronalniho charakteru a podnikat tak vyzkum zatim zcela

neprozkoumaného pomezi mezi ryze neuronalnimi a ¢ist€ matematickymi strukturami.

Ukolem nasi prace je tedy sestavit algoritmus symbolické regrese, ktery bude pomoci evo-
lu¢niho prohledavani uspésné nachdzet (syntetizovat) vhodna feSeni f € F daného problé-
mu P. To by ovSem nebylo mozné bez adekvatniho teoretického pozadi, jak ukaze teore-
tické ¢ast nasi prace. Navrzené algoritmy 1 vSechny dalsi programové kody jsou k dispozici
na prilozeném CD. Praktickd ¢ast prace obsahuje mimo jiné ukdzky vybranych Uspésné

syntetizovanych feseni.
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I. TEORETICKA CAST
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1 EVOLUCNIi PROHLEDAVANI

Véta: Méjme mnoZinu vSech neuronovych siti s dopfednym Sifenim ANNy = {ANN,
ANNy, ..., ANN;, ...}a mnozinu vSech funkci Fay = {fi, 3, ..., fx, ...}. Pak pro kazdou
ANNi € ANN, existuje funkce fx € Fay, eventuelné mnozina funkci Fx < Fyy takova, ze

plati ANN; < fi, eventuelné ANN; < Fy. (Vice o funkcionalni povaze ANN viz kap. 4.1.)

Kolmonogoroviiv teorém [5] dale ukazuje na platnost obracené véty: Pro kazdou spojitou

fx € Faexistuje ANN; € ANN,; takova, ze plati fy << ANNI.

Ukol 1: Vytvoite algoritmus, ktery bude pomoci metod symbolické regrese, evoluéné pro-

hledavat mnozinu Fyy za G¢elem nalezeni:
a) fk<:> ANNi
b) fk,jejiz alespont nékteré subfunkce {fy, fa, ...} < {ANN,, ANN, ...}

takové, ze tesi dany problém P s globalni chybou Er < &, kde & je uzivatelem nastaveny

prah tolerance.

problém
P
algoritmus
symbolické regrese
evoluéni
prohledavani
mnozina uspésné feseni
F.. ANN.

Obr. 1. Princip evolucniho prohledavani

Ukol 2: Proved'te aplikaci tohoto algoritmu na dva vybrané klasifikagni problémy P17 a P2.
P1I) Linearn¢ separabilni problém (viz kap. 6.2.1)

P2) Problém XOR (viz kap. 6.3.1)
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2 SYMBOLICKA REGRESE

Termin symbolicka regrese reprezentuje proces prokladani ptedlozenych dat vhodnou
funkei - matematickou formuli. Po dlouhou dobu byla tato ¢innost vyhradni doménou lid-
ského mozku, ale v nékolika poslednich desetiletich mohou tuto praci vykondvat také poci-
tace. Vedle dvou obecné znamych algoritmti Genetického programovani (Genetic pro-
gramming, GP) [6] a Gramatické evoluce (Grammatical Evolution, GE) [7, 8] prosazuje
naSe fakulta pod vedenim doc. Ing. Ivan Zelinky Ph.D. také vlastni originalni feSeni, algo-

ritmus s ndzvem Analytické programovani (4nalytic Programming, AP) [9].

2.1 Analytické programovani

Algoritmus AP se Uspé$né osvedcil pii feSeni celé fady problémii symbolické regrese jako
jsou: syntéza trigonometrickych funkci [10], polynomiélnich funkci [9], funkce boolovské
parity [11], funkce boolovské symetrie [12], feSeni diferencialnich rovnic [13] a optimali-
zace cesty umélého mravence [14]. Tyto uspéchy nas motivovali pouzit AP také na synté-
zu ANN. Zékladni vlastnosti AP, které z néj Cini algoritmus k tomuto ucelu vhodny, jsou

popsany v nasledujicich podkapitolach.

2.1.1 Zakladni myslenka AP

AP bylo inspirovano numerickymi metodami v Hilbertové funkcionalnim prostoru a také
GP. Princip AP lezi nékde mezi témito dvéma filozofiemi: Z GP piebird myslenku evoluc-
ni kreace symbolickych feSeni, zatimco hlavni myslenka funkcionalniho prostoru a budo-
vani vysledné funkce pomoci procesu prohledavani je pfevzata z Hilbertovych prostori.
Stejné jako GP ¢i GE je 1 AP postaveno na mnoziné funkci, operatora a takzvanych termi-

nald, které jsou vétSinou konstantami ¢i nezévisle proménnymi, naptiklad:
e funkce: Exp, Sin, Tan, Tanh, And, Or, ...
e operatory: +, -, x, /, dt, ...
e terminaly: 2.73, 3.14, t, ...

Tyto matematické objekty vytvaii mnozinu, ze které se AP snazi syntetizovat vhodné fese-
ni. Zakladni princip AP je zaloZzen na manipulaci s diskrétnimi mnozinami (Discrete Set

Handling, DSH) [15]. DSH vytvafi interface mezi evolu¢nim algoritmem (Evolutionary
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Algorithm, EA) [16] a problémem, ktery ma byt symbolicky vyieSen. Diky tomu muze byt
v AP pouzit téméf libovolny EA. EA tak vlastné pracuje jako jakysi motor pohanéjici AP.

Discrete (original) parameter of an individual...

{-1.2,2.69, 110, 256.3569, .

/ ///

1,2,3,4. .

...and its integer mdex— ccm(xl Xy,....X,)
alternate parameter used N
in the evolution @

Obr. 2. Manipulace s diskrétnimi mnoZinami, DSH

2.1.2 Zakladni mnozina - GFS

Mnozinu vSech dostupnych matematickych objektl - funkce, operatory, terminaly - nazy-
vame zakladni mnoZzinou (General Function Set, GFS). Prvky GFS jsou pak zékladni
funkce gf. (Na operatory a termindly mtizeme totiz klidné pohlizet jako na funkce.) GFS =
{gf\. ... gfi, ... gfn}. DlleZitou vlastnosti AP je, Ze dale rozdéluje GFS na n¢kolik podmno-

zin podle poctu argumenti jednotlivych gf, jak mlzete vidét na nésledujicim ptikladu:
e GFS. = {+,-,/, Sin, Cos, Exp, Abs, t, x, y, 7}
o GFSype={+,-,/}
e GFSjarg= {Sin, Cos, Exp, Abs}

o GFSparg= {t, X, y, T} - terminaly

2.1.3 Mapovaci operace

Dulezitou casti AP je sekvence matematickych operaci, které jsou pouzity pro programo-
vou syntézu. Tyto operace transformuji jedince (existujiciho v EA) na pouzitelny program
(funkci). Matematicky feceno, jedna se o mapovani z prostoru jedincl na prostor programu
(funkci). Takové mapovani se sklada ze dvou casti, z DSH a bezpec¢nostnich procedur,

které nedovoli vytvaret patologické jedince.

DSH vytvofti celo¢iselny indexer, ktery namapuje v podstaté libovolné matematické objek-

ty obsazené v GFS na jedince pouzitelného v EA. Tento indexer je tedy v podstaté vekto-
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rem ukazatelli na jednotlivé prvky GFS. EA tak vnima jedince jako vektor diskrétnich
hodnot a pouze pro potiebu jeho ohodnoceni se provede pifemapovani na konkrétni funkei,

ktera je pouzita k vypoctu vhodnosti jedince.

AP je tedy v podstaté sérii funkénich mapovani. Pfitom je ale nezbytné dodrzet pravidla,
ktera zajisti, ze kazdy jedinec bude reprezentovat jednoznacnou a nedefektni funkci. Jak

takové mapovani v praxi funguje nam nejlépe osvétli nasledujici ptiklad:

[ ¥ v/ v
Individual in population= {1, 6, 7, 8§, 9, 9}
|G S W »
‘7 Mapping by AP
4 % v v
GFS,, = {+, -,/,7, d/dt, Sin, Cos, Tan, t, C1, Mod, ...}
N A 2

Nk

Resulting function by AP = Sin(Tan(t))+Cos(t)

Obr. 3. Mapovaci operace v AP

Cislo 1 na pozici prvniho parametru znamena, Ze je pouzit operator “+” € GFSay. Protoze
operator “+” musi mit pravé dva argumenty, ukazatele 6 (pro “Sin” € GFSa) a 7 (pro
“Cos” e GFS,y) jsou pro tento operator urceny jako jeho argumenty. Obé¢ tyto funkce Sin
1 Cos jsou funkcemi jedné proménné takze dalSi nepouzité¢ ukazatele 8 (pro “Tan” e
GFSan) 2 9 (pro “t” € GFSan) jsou uréeny jako argumenty funkci Sin a Cos. Protoze je
jako argument pro Cos zvoleno t, je tato vétev vysledné funkce uzaviena (t nemé zadny
argument). Zistava nam funkce jednoho argumentu Tan a jelikoz dal$i nepouzity ukazatel

je opét 9, Tan je namapovan na “t*, které je na 9. pozici v GFS.

2.1.4 Evolucni operatory

V priibéhu evoluce dané populace moznych feseni se pouziva riznych evolucnich operato-
i, jako jsou napriklad kiizeni a mutace. AP je ovSem sestaveno tak robustné, ze ve své
struktuie Zadné z té€chto operaci nepfedjima. Jednotlivé kroky evoluce - mutace, kiizeni,
soutézeni, selekce, aj. - jsou pln¢ v kompetenci pouzitého EA. EA tak vlastné¢ funguje jako

jakysi ,,mixér*, ktery mezi sebou micha jednotlivé prvky GFS.
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Z tohoto faktu vyplyva, ze nasi GspéSnost pii hledani feSeni pomoci AP mlizeme na strané
AP ovlivnit pouze vhodnou volbou GFS. Na strané¢ EA je pak mnozina uzivatelem nasta-
vovanych parametrd odvisla od konkrétniho EA. Jeden klicovy argument vSak musi mit
vSechny EA stejny. Je jim dana ucelova funkce (Cost Function, Fitness Function, CF),

kterou je tfeba minimalizovat. Klicovou dvojici parametrii AP je tedy GFS a CF.

2.1.5 Posilena evoluce

V pritbéhu evoluce jsou syntetizovani méné ¢i vice Uspésni jedinci. Nékteré jedince pfitom
muzeme pouzit k posileni evoluce, abychom ziskali jest¢ lepsi feSeni. Hlavni mySlenka
spociva v pfidani jiz vytvotfeného a Castecné UspéSné¢ho jedince do mnoziny termindld.
Rozhodnuti, ktery jedinec bude takto pouZit je zavislé na uzivatelem definovaném prahu.

Naptiklad pokud je prah nastaven na 5 a vSichni jedinci v populaci maji vétsi hodnotu CF
nez 5, bézi evoluce dal na zdkladni GFS. Pokud je ovSem nejlepsi jedinec v aktudlni
populaci lepsi nez 5, pak je kompletn¢ ptidan do GFS a je oznacen jako terminal. Od této
chvile pracuje AP s rozsifenou GFS obsahujici ¢aste¢né uspésna feseni. Diky tomu je posi-
lené AP schopno najit vhodné feSeni mnohem rychleji nez AP bez posilené evoluce. Tento
fakt byl verifikovan mnoha tisici uspé€Snych simulaci provadénych na nejriznéjSich fese-

nych problémech.

2.1.6 Bezpecnostni procedury

Abychom zabranili syntéze patologickych funkci, musi AP obsahovat n¢kolik bezpecnost-
nich opatfeni. To nejdileZitéjsi je zaloZzeno na skute¢nosti, Ze GFS je rozdélena do pod-
mnozin obsahujicich gf o stejném poctu argumentd. Diky tomu je mozné vytvotit specialni
bezpecnostni proceduru, ktera méti jak daleko od konce jedince se AP pii mapovani naléza
a podle toho voli z vhodné podmnoZiny GFS, aby tak ptedesla patologické - neuzaviené -
funkci. Presnéji, pokud je funkci pozadovano vice argumentd nez kolik ukazatelt jedinec
obsahuje (bliZi se konec jedince). Je vybrana funkce z podmnoZiny funkci s menSim po-
¢tem argumentd. Stejny ukazatel je presmérovan z GFS,y naptiklad do GFSyarg, takovyto

ptipad je zobrazen na nésledujici strance.
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Individual in population = {1 6. 7 8, 9, 11}

ﬁ > Mapping by AP

’
GFS,; = {+. -/~ d/dt ‘3111 Cos, Tan. t. C1, Mod
\e s +

GFSy,~= {t.x¥,2, Cl, C2, Kinchin, t, C4, C5, ®.,...}

INE

Resulting function by AP = Sin(Tan(m)) + Cos(t)

Obr. 4. Bezpecnostni procedura AP

S bezpecnosti je tfeba pocitat také pii definici CF a v piipad¢ potfeby definovat dalsi bez-

pecnostni funkce piimo jako jeji soucast.

2.1.7 Pouziti nelinearniho prokladani v AP

Algoritmus AP byl vytvoren na vysoce efektivni softwarové platformé¢ Mathematica vyvi-
jené spolecnosti Wolfram Research, Inc., od roku 1987. [17] (Veskery zdrojovy kod, se

kterym jsme v této praci pracovali je tedy na této platformée rovnéz zavisly.)

WOLFRAMRESEARCH

NL&THEM%TICA

Obr. 5. Logo Mathematica

To umoznilo implementovat do AP pokrocilé programatorské a matematické techniky,
které toto prostfedi obsahuje. Pfedevsim metody nelinearniho prokladani (non-linear fit-
ting, non-linear regress), jez jsou standardni soucasti prostiredi Mathematica obsazenou
ve statistické knihovné - Statistic'NonLinearFit'. PouZiti této metody je velmi jednodu-

ché a z programatorského hlediska je vyhodné, Ze vyzaduje minimalni interakci s uzivate-
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lem. Staci predlozit libovolny matematicky model s piislusSnymi konstantami, které hleda-
me a data, kterymi ma byt tento model proloZen. Pfitom je ovSem nutné zajistit, aby mél
model na celém intervalu prvni derivaci a aby pocet hledanych konstant, byl vétsi nez po-
¢et nezavisle proménnych v modelu. Pocita¢ pak jiz sdm nalezne metodou nejmenSich

¢tverct hodnoty danych konstant. Pokud ovSem feSeny problém nepiekroci urcitou mez.

V pokrocilych verzich AP je tedy upusténo od definice konkrétnich konstant jako termina-
It (pokud to neni konkrétné vyzadovéano) a misto nich jsou definovany obecné konstanty
K1 az Kn, jejichz konkrétni hodnota je ur€ena pomoci nelinearniho proklddani az tésné
pred ohodnocenim piislusné CF. Tento postup je dal$im vyraznym zefektivnénim algorit-

mu AP.
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3 EVOLUCNI ALGORITMY

Jak jiz bylo fe¢eno EA ndm slouZi jako srdce pro AP. Pokud nepouzijeme kvalitni (a kva-
litn€ nastaveny) EA, nebude nam ani AP pracovat kvalitn€. Z tohoto diivodu je v nasi praci
vénovana také zvySend pozornost dvéma nasledujicim EA, které jsme oba v rtiznych vari-

antach uspésné pouzili v AP pro syntézu ANN.

3.1 SOMA

SamoOrganizujiciho se Migracniho Algoritmu (Self-Organizing Migration Algorithm,
SOMA) [3] vytvoril 1. Zelinka v roce 1999. SOMA se velmi rychle zaradil mezi ty neju-

¢innéjsi a nejrobustnéj$i EA, coz ho ¢ini velmi vhodnym pro pouziti v AP.

3.1.1 Princip SOMA

Vznik SOMA byl inspirovan soutézivé-komparativnim chovanim inteligentnich jedinct
feSicich spole¢ny problém. Chovani tohoto typu lze objevit prakticky kdekoli na svété.
Jako pfiklad 1ze pouzit chovani smecky lovicich vlki, v€eliho ulu, hejna holubl (J. Nash)
apod. U téchto prikladd je spoleénym tkolem napt. hledani potravy, v radmci niz jedinci
spolupracuji, ale 1, byt’ nevédomky, soutézi. Ve fazi spoluprace si navzajem jednotlivi je-
dinci sdéluji jakou kvalitu hledaného momentalné nalezli a na zaklad¢ toho se snazi pii-
zpusobovat své chovani. Ve fazi soutézeni (pfedchazejici fazi spoluprace) se kazdy jedinec
snazi vyhrat nad ostatnimi - snazi se nalézt co nejlepsi zdroj potravy apod. Po ukonceni
faze soutéZe nastane opét faze spoluprace a jedinci si vyméni informace o tom, ktery z nich
ma nejlepsi zdroj potravy. Ostatni opusti své nalezené zdroje potravy a migruji (faze sou-
tézeni) smérem k jedinci s nejlepSim zdrojem potravy a béhem této migrace se snazi nalézt
jeste lepsi zdroj. To se opakuje dokud se vsichni nesejdou u nejvydatnéjsiho zdroje potra-

vy. Na tomto siln¢ zjednoduSeném principu funguje i algoritmus SOMA.
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Tab. 1. Vyznam biologické terminologie algoritmu SOMA

Biologicka realita Pocitacova implementace
¢lenové smecky, spoleCenstvi jedinci v populaci, parametr NP
¢len spolecenstvi Leader, vedouci aktudlniho migra¢niho kola

s nejlepSim zdrojem potravy

potrava vhodnost, hodnota ucelové (kriterialni, ce-
nov¢) funkce, geometricky je to lokalni ¢i

globalni extrém na N rozmérné hyperplose

zivotni prostor spolecenstvi hyperplocha dana ucelovou funkei

migrace ¢lenti spolecenstvi migracni kola v algoritmu SOMA

v Zivotnim prostredi

3.1.2 Faze SOMA

V nasledujicim textu se podivame na praci algoritmu SOMA ponékud detailngji. Rozebe-

reme zakladni verzi SOMA - strategii AllToOnem - ta se sklada z nasledujicich krokd:

1. Definice parametri. Pied startem SOMA je nadefinovani fidicich a ukoncovacich pa-
rametrti (Specimen, Step, Mass, Accepted Error, NP, PRT a Migrations). Nezbytn¢ nutné
je rovnéz nadefinovat tc¢elovou funkci CF, ktera bude optimalizovana. Ta slouzi pro jedin-

ce z populace jako jakési zivotni prostiedi.

2. Tvorba populace. V tomto kroku je vytvoiena prvopocatecni populace. Za pomoci spe-
cimenu a generatoru ndhodnych ¢isel je pro kazdy parametr jedince generovano nahodné
¢islo.

3. Migra¢ni kola. Kazdy jedinec je ohodnocen CF a je zvolen Leader (jedinec s nejlepsi
hodnotou ucelové funkce) pro nasledujici migraéni kolo. V tomto se za¢nou ostatni jedinci
pohybovat smérem k Leaderovi pomoci skokd, jejichz velikost je dana parametrem Step.
Po kazdém skoku si kazdy jedinec na takto ziskané nové pozici piepocita svou hodnotu CF
a pokud je lepsi nezli predchozi, tak si ji zapamatuje. Pohyb jedince smérem k Leaderovi
po skocich pokracuje tak dlouho, dokud neni dosazeno pozice, jez je dana parametrem
Mass. Po ukonceni béhu se jedinec vraci na pozici, kde byla nalezena nejlepsi hodnota CF

béhem jeho cesty.
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Ptfedtim, nezli dany jedinec zapo¢ne svou cestu smérem k Leaderovi, je vygenerovan
prazdny PRTVector o dimenzi = D v¢etné vygenerované sekvence ndhodnych ¢isel, jejichz
pocet je roven D. Ty jsou porovnany s parametrem PRT. JestliZze je n-t€¢ vygenerované Cis-
lo vétsi nezli PRT parametr, pak je n-ty parametr PRTVectoru nastaven na 0 a v opacném
piipad¢ na 1. Parametry jedince, které jsou takto nastaveny na 0 se neptfepocitavaji, jsou
zmrazeny - snizuje se pocet stupiii volnosti pohybu jedince. Tento proces nahrazuje muta-
ci znamou u jinych evoluc¢nich algoritmti. Diky tomu se rapidné zvysuje robustnost SOMA

algoritmu ve smyslu nalezeni globalniho extrému.

=SS //f N
indnﬂiual i@@_\@\

kC)/ N\ Leader .Q_ ) l
'>w{(\) L \\ (@ _
(=] 1;115;;
B S o
\w// ‘\.,/’ \\-_),_,__/—»Q by Mass =
X sexe)N(@
O XoEex(®
@)) \tl; _Hw(((\}} \(

v }v
)

.' I’RT\ l:l:tor =[1,1] {
L P
( PRTV ector'|0 1] ———Z~ Position given =7/

Obr. 6. Funkce PRTVectoru
4. Testovani naplnéni ukoncovacich parametru. V tomto okamziku je kontrolovano, zda
je rozdil mezi Leaderem (nejlepsi jedinec) a nejhorSim jedincem mensi nezli AcceptedEr-
ror. Rovnéz je kontrolovano, zda byly vykonany migra¢ni cykly v poctu, jenz je dan para-

metrem Migrations. Pokud neni splnéna ani jedna podminka, proces se vraci na krok 3.

5. Stop. Navrat nejlepSiho jedince - nejlepsi nalezené feSeni po poslednim migra¢nim kole.
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Parametry SOMA PRT vektor, pro béh kazdého jedince je jiny
Step 03 If Rand < PRT then 1 else 0 4 1
Mass 3 IfRand < PRT then 1 else 0 -4 0
PRT 0.1 If Rand < PRT then 1 else 0 -4 0
AcceptedError 01 IfRand < PRT then 1 else 0 4 1
Migrations 1000 IfRand < PRT then 1 else 0 «» 0
MNP 7 If Rand < PRT then 1 else 0 4 1

Ugelova funkce fix}= Abs(Parametr 1)+ Abs(Parametr 2) +...+ Abs(Parametr 5)
Aktivni jedinec Leader

Jedinec 1 Jedinec 2 Jedinec 3 Jedinec 4 Jedinec 5 Jedinec 6 Jedinec 7
cY 204,91528| 261,3632| 163,79679| 121,73019| 107,52784| 121,06024 | 120,20974
Parametr 1 | 3,0615753| -46 63569 | 5 0246553 38,723912| 35 822343| 0,0715185| 23,761224
Parametr 2 |2 5117282 | 54,036685| 85,104704| 0,29268606) 24,111443| 4,2879631 | 20,384665
Parametr 3 | 46,75014| 51,262894| 11,347164| 3 0796963 24 657689 | 60 241731 33 437248
Parametr 4 (72486617 | 15,080129| 2.916686| 3 6713463| 5,8142407| 4 5385164 4 0482021
Parametr5 | 6,316564| 57 155744 |58 829537 | 26 610056] 12 43856] 23 891907 | 4 2271271
Parametr 6 |73,788657| -37,17206|0,5740442| 49 ,352316| 4 6835676 26 028598 34 351273

ME+1 ME ME ME
= Nigsat YL — % 5 um )t PRTVector
t € <0, by Step to, Mass >
MNowvé pozice
t=0 t=1 t=2 t=8 t=9 t=10
CV| 261,3632| 221,28934 | 186,89373 384,17836| 424,25222 | 464,32608
-46 63569] -21,898282,8391204] 151 ,26359| 176,001 200 73841
54 036685| 54,036685] 54,036685] 54 036685| 54 036665 | 54 036685
51282894 51262894 | 51 282894 51,282894| 51 262894 | 51 282894
15,080129| 12 3003629 5205959 -7,158003| -9937769| -12 71754
57 155744 | 57 155744 57 156744 57 ,155744| 57 155744 |57 155744
-37 17206] -24 B1537| -12 05868 B3,281441| 75 836128 88 394815
cv 261,3632| Jedinec || 186,89373|Jedinec s minimalni CV z novych
-46 63569 s mensi || 2,8391294|pozic
—_———p 54 036685) hodnotou || 54 036685]

51 ,232894' cv 51,2682894

Jedinec 1 Jedinec 2 ®ledinec 3 Jedinec 4 Jedinec 5 Jedinec 6 Jedinec 7
cV 204,91528| 186,89373
Parametr 1 (| 3,0615753| 28391254
Parametr 2 [|25117282| 54 0136685
Parametr3 | 46,75014| 51282894
Parametr 4 |72 486617| 95205953
Parametr5 | B,.316564| 57 155744
Parametr 6 | 73,788657| -12,05668

Obr. 7. Princip SOMA: jedno migracni kolo

3.1.3 Strategie SOMA

V soucasné dobé¢ existuje n¢kolik variaci zdkladniho algoritmu SOMA, pro jejichZ obecné

oznaceni se pouziva rovnéz vyraz ,strategie®.

»Vsichni k jednomu“ (AllToOne). Tato strategie jiZ byla popséna v pfedchozi sekci. Na-

zev ,,VSichni k jednomu* znamen4, Ze vSichni jedinci z populace migruji k Leaderovi.
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» VSichni ke v§em* (AllToAll). V této strategii neexistuje Leader. VSichni jedinci migruji
ke vSem ostatnim. I kdyzZ je tato strategie vypocetné ndrocnéjsi, je zde vyssi pravdépodob-

nost, Zze bude nalezen globalni extrém.

»Adaptivné vSichni ke vS§em* (AllToAllAdaptive). Tato strategie je totozna se strategii
,»VSichni ke vS§em™ s tim rozdilem, ze aktualné migrujici jedinec se ptesouva do nové pozi-
ce po kazdé aktualné dokoncené migraci. Z této pozice pak provadi migraci k dalSim zby-
vajicim jedinctim.

»Vsichni k jednomu nahodné“ (AllToOneRand) je strategie ve které se vSichni jedinci
pohybuji opét k jednomu Leaderovi, ktery ovSem neni uren nejhlubsi pozici na hyperplo-

Se, ale je pro migraci kazdého jedince nahodné¢ vybran z populace.

wIvazky* (Clusters). SOMA s vytvafenim svazkul je Gprava, kterda se da pouzit na kterou-
koliv predchozi strategii. Jedinci Gcastnici se migra¢niho procesu jsou rozdéleni do tzv.
svazku. V kazdém z nich pak probiha samostatny SOMA. Vzhledem k tomu, ze se jedinci
pohybuji, mohou se svazky spojovat a rozpadat, coz jesté vice potrhuje synergeticky pro-

ces tohoto algoritmu.

3.2 Diferencialni evoluce

Diferencialni evoluce (Differential Evolution, DE) je stejn¢ jako SOMA pomérné novy typ
EA (od r. 1995), ktery vyvinul a poprvé pouzil Ken Price a Rainer Storm. Jeho schéma je
dost podobné algoritmiim genetickym, s nimiz mé nékolik spole¢nych rysa, jako je napfi-
klad tvorba potomku (zde vSak pomoci 4 rodi¢l a ne 2 jak je tomu u genetickych algorit-

mu), pouzivani tzv. generaci apod.

Cilem diferenciélni evoluce je v cyklech zvanych ,,generace* vyslechtit co nejlepsi popu-
laci jedincti ve smyslu hodnot CF, jenZ je spojena s kazdym jedincem. Béhem kazdé gene-

race se provadi nasledujici kroky:

1. Stanoveni parametri - jde o parametry, které urcuji chod evoluce. Jsou to parametry F
- mutacni konstanta <0, 2>, CR - préh kiizeni <0, 1>, NP - pocet jedinct v populaci, D -
rozmér jedince (jsou to v podstaté argumenty tcelové funkce). Déle je nutné nadefinovat

prototyp jedince - Specimen.
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2. Tvorba populace - populace se tvoii vygenerovanim mnoziny jedinci (matice) podle
prototypového (Specimen) vektoru. U kazdého jedince se musi pocitat s jednim prvkem

navic a tim je hodnota CF.

3. Zapoceti cyklu generace - béhem kazdé generace se provadi jesté cyklus, ktery zabez-
pecuje postupné evolucni Slechténi kazdého jedince z populace. V tomto cyklu se postupné
vybira jeden jedinec za druhym az do konce populace a pro kazdého z nich je proveden

nasledujici evoluéni cyklus.

4. Evoluéni cyklus - v tomto cyklu je provadéna mutace a kiizeni. Vedle cilového vektoru
se nahodné zvoli tii dalsi razné vektory (jedinci) z populace. Prvni dva se od sebe odectou
a ziska se tak tzv. diferencni vektor. Ten se vyndsobi mutacni konstantou ,,F*, ktera jej
tim padem zméni (zmutuje), a ziska se ,,vahovany diferencni vektor*. Ten se pficte k tie-
timu ndhodné vybranému vektoru a ziskd se tzv. ,,Sumovy vektor®. Poté se pfipravi tzv.
»zkusebni vektor a z cilového a Sumového vektoru se bere postupné jeden prvek za dru-
hym a pro takto vybranou kazdou dvojici se generuje ndhodné ¢islo v rozsahu 0-1 a porov-
nava s konstantou CR. Pokud je toto Cislo mensi nez CR, pak se do ptislusné pozice v tzv.
»zkuSebnim vektoru* umisti prvek z vektoru Sumového a v opaéném piipadé z vektoru
cilového. Tak se ziska zkusebni vektor, jehoz hodnota ticelové funkce se porovna s hodno-
tou ucelové funkce cilového vektoru. Na pozici cilového vektoru v nové populaci je vy-
bran ten vektor (jedinec), ktery ma hodnotu CF lepsi. Tim je zajisténo, ze se do nové gene-
race dostanou jedinci s lepSimi nebo stejnymi vlastnostmi. Cely evolu¢ni cyklus se opakuje

az do vycCerpani populace.

5. Testovani naplnéni ukoncovacich parametri - diferencidlni evoluce je ukoncena
pouze tehdy, provede-li se uzivatelem zadany pocet generaci. Jiny ukoncovaci parametr

tento algoritmus nema.

6. Vyhodnoceni - cely proces generaci se opakuje, dokud neni vycerpan zadany pocet ge-
neraci. Béhem kazdé generace se uschova hodnota ucelové funkce nejlepsiho jedince do

vektoru historie, ktery po ukonceni znazornuje prabéh evolu¢niho procesu.
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cv

Parametr 1
Parametr 2
Parametr 3
Parametr 4
Parametr &
Parametr B

Aktivni jedinec

Tii nahodne vybrani jedinci

Jedinec 1 Jedinec 2 Jedinec 3 Jedinec 4 Jedinec5 Jedinecb Jedinec 7

v

Obr. 8. Princip diferencialni evoluce

3,6944074| 79,101576| 57,453647| 3,1619801| 3,5514714| 12,432604 | 0,3474672
8,0533106| 71,335444| 17 111268 4,14566595| 13,737595| 61 638486) 57 332534
9 2498415| 5,4904765| 42 776854 2537298| B5,47013)10,231425|17 186136
1,123994i 6.77417| 16 048754 | 46 028536| 50,738214| 47 074762| 0,0349505
10,187627]| 0,2486338] 10 342365| 29,325679| 16036278 43,762638] 17 424359
9,727305*2 3160077 | 0,6998136| 33 547286| 34 792886 32 012036| 71, 870571
11 29420718 ,233245| 76,247148| 32479667 | 5,103281]0,2021001] 17 475226
\l / Mutace
- sectenim
Diferencni Vahovany Sumovy
vahowy diferencni vektor
vektor vektor | b *
-5{584284H -4 547427 —® || 52 785107
-56,22029 -44 97623 — || -27 79009
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4 SYNTEZA NEURONOVYCH SiTi

Abychom dokézali pomoci AP uspésné syntetizovat ANN, je tfeba nejprve vhodné zvolit
prvky GFS a spravné definovat CF, pfislusnou k feSenému problému. Ke splnéni téchto
dvou krok1 je ovSem nezbytn& nutné pochopit vztah ekvivalence mezi ANN a funkcemi -
AP totiz samo o sobé pojmu ANN nerozumi, dokaze syntetizovat pouze funkce, eventuelné
algoritmy. Nasledujici kapitoly se zabyvaji pravé problematikou ptizpisobeni AP k synté-

ze ANN.

4.1 Vztah mezi ANN a matematickymi funkcemi

Spojitost mezi ANN a matematickymi funkcemi je v odborné literatufe ¢asto zanedbavana,
pritom kazdou ANN lze vyjadiit jako ji ekvivalentni tfidu funkci f*. Proces syntézy ANN
je tedy hledanim vhodné f* z mnoziny tfid funkci F, jeZ obsahuje tfidy vzniklé kombina-
cemi (zékladnich) bazovych funkci b mnoziny B. Slozeni prvkl B se pak 1isi podle jednot-
livych typh ANN. Proces u¢eni ANN se da vyjadfit jako hledani vhodnych hodnot kon-
stant, které od sebe odliSuji jednotlivé funkce f z f*. Vysledna funkce f je potom ekviva-

lentni s hledanou ANN.

Poznamka: Zavedme umluvu - mluvime-li obecné o neuronovych sitich, které jsou jiz
uspesné nauceny a nebo neni vyznamny fakt jsou-li v dané chvili nauceny, pouzivame na-
dale zkratky ANN. Chceme-li ale zduraznit, Ze se jedna o zatim nenaucenou sit, pouzivame

zkrdaceny tvar ANN*.

ANN* Y fi* =

1
@ 1 + @10 (wl x1+w2 x2)

Obr. 9. Ekvivalence mezi ANNi* a fi*

Tato vlastnost ANN spolecné s vySe uvedenymi vlastnostmi AP, vytvaii z AP ideélni algo-

vvvvvv

jeme jako GFS.
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4.2 Koncepce pouzité GFS

Z ptedchoziho textu jasné vyplyva, Ze vhodna volba jednotlivych gf v nami pouzit¢ GFS,
je pro nas naprosto kli¢ovou otazkou. Jako zakladni stavebni kdmen - funkci gfl - naSich
syntetizovanych ANN, jsme zvolili sigmoidu - pfenosovou funkci dvou vstupnich argu-
mentt argl, arg2:

1
1 + e (argl + arg2)

ogfl =

Obr. 10. Prenosova funkce sigmoida

1,

0.8 ¢

0.6

0.4/r

2 4 1 2
Obr. 11. Rez sigmoidou
Sigmoida je ve svét€ ANN casto pouzivanou pienosovou funkci [18], kterd je odvozena z
chovani skute¢nych neuront v lidském mozku [1]. Za parametr A jsme zvolili konstantu
10, takZe se nase sigmoida blizi spiSe unipolarni binarni funkci, ktera je vhodna k feSeni
klasifikacnich problémt. Oproti binarni funkci ma ovSem tu vyhodu, ze ma derivaci na
celém svém intervalu a na struktury, které diky ni vznikaji, 1ze tedy aplikovat algoritmy na

derivaci funkce zavislé, jako je tfeba pravé nelinearni prokladani.
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Kromé gfl musi byt nedilnou soucésti nasi konstituované GFS také vstupni nezavislé
proménné x1 a x2, které reprezentuji soufadnice jednotlivych bodi na klasifikované plose,
a dale pak konstanty K (K1 az Kn), které¢ budou vystupovat jako prahy ¢ a vahy w sit¢.
Aby bylo mozno vahy a prahy na sit’ spravné¢ navazat, je nutné do GFS pridat jesté dvé gf,
+ (plus) a x (krat).

Timto zptisobem jsme konecné ziskali GFS1 = {gfl, +, x, x1, x2, K}. Z hlediska naseho
problému se jedna o tzv. aplnou GFS, tedy GFS1 ma pomoci AP zaruceny potencial fesit
syntézu ANN - pro mnozinu B, jejiz kombinaci vznika jiz zndme feSeni ANN daného pro-

blému, plati B < GFS1 - tedy obsahuje vSechny prvky, ze kterych se skladaji ptislusné f.

GFS1 AP ANN
gf1 > Y
+

X

x1 ¢

x2 w
K

X, X,

Obr. 12. Princip syntézy ANN z GFS1

Takova definice GFS1 je pro nas atraktivni také tim, ze diky ni mize AP syntetizovat ne-
jen klasické neuronélni struktury, zndmé z rigor6zni teorie ANN, ale také sit¢ pseudoneo-
ronalniho charakteru, eventuelné zcela ne-neuronalni funkce. Vlastnosti ze svéta neurono-
vych funkci se tak budou diky AP mimodék kombinovat s dal$imi matematickymi trans-

formacemi. Tuto otazku hloubéji objasni nasledujici kapitola.

4.3 Vliv GFS1 na topologii syntetizované ANN

Z mnoziny GFS1 mohou za ptiznivych podminek v prabéhu Slechténi jedince v AP vzni-
kat subfunkce, obsazené ve vitézném jedinci, na né¢Z se miZzeme divat jako na neurony v
ANN. Priklady takového usporadani jednotlivych gf € GFS1 do vhodné subfunkce jsou
uvedeny v nasledujicich tiech podkapitolach. Podobnym zplisobem vznikaji vSechny neu-

rony, které jsou vyobrazeny jako topologie syntetizovanych ANN v praktické ¢asti prace.
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4.3.1 Klasicky neuron (sigmoida)

Vhodnym uspotadénim prvki {gfl, +, x, x1, x2, K } = GFS1 vznikne subfunkce:

1
1 + e-10 X2+xAK[1]+K[2])

Takovou subfunkci bychom v rigordzni teorii ANN povaZzovali za klasicky neuron a mu-

zeme ji topologicky zobrazit podle nasledujiciho obrazku:

W

X, X,

Obr. 13. Klasicky neuron

Poznamka: Ve skutecnosti je na obrazku zndazornéna misto funkce sigmoidy funkce hyper-
bolicky tangens. Ditvody pro tuto skutecnost jsou ovSem cisté estetické. Plati umluva, Ze

kazdy takto zobrazeny neuron bude obsahovat jako prenosovou funkci fl, tedy sigmoidu.

4.3.2 Linearni neuron
Vhodnym uspotaddanim prvka {+, x, x1, x2, K } < GFS1 vznikne subfunkce:
K[1] x x1 +x2 + K][2]

Tuto subfunkci bychom v rigordzni teoriit ANN povazovali za linearni neuron, neuron je-
hoz ptenosovou funkci je pfimka se sklonem 45°. (Sklon a posunuti ptimky dale ovliviiuji

konstanty K.)
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Takto vznikly neuron mtizeme topologicky zobrazit podle nasledujiciho obrazku:

X4 X,

Obr. 14. Linearni neuron

4.3.3 Nasobici neuron (pseudoneuronalni funkce)
Vhodnym usporadanim prvka {x, x1, x2, K } < GFS1 vznikne subfunkce:
x1 x x2 x K[1]

S né¢im takovym se v rigordzni teorii ANN nesetkdvame. Jedna se o subfunkci, ktera pro-
vadi operaci nasobeni, jez v oblasti klasickych ANN prosté neexistuje. Takovyto vylet za
hranice pravidel konstrukce standartnich ANN ovSem nemusi byt nutné¢ na Skodu. Proto
jsme se rozhodli dopustit se heretické myslenky a zavést v naSich topologiich nésledujici
nasobici neuron. Tedy spiSe pseudoneuron, ktery se v syntetizovanych ANN stard o ope-
raci nasobeni - jeho pienosovou funkci je x, ndsobeni konstantou je pak chapano jako préh

tohoto neuronu.

X4 X,

Obr. 15. Nasobici neuron

4.4 Definice CF

Spravna definice CF je unikatni pro kazdy feSeny problém. CF v sob¢ totiZ musi obsaho-

vat celou testovaci mnozinu syntetizované ANN. CF v tomto pfipad€ pracuje na bazi tes-
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tovani odezvy ANN na jednotlivé prvky testovaci mnoziny. Co zlstava vzdy stejné je zvo-

lena filozofie, se kterou ptisluSnou CF vytvatime.

4.4.1 Schodovity model CF1

Jako zékladni model CF1 jsme pro nasi syntézu zvolili tzv. schodovitou koncepci CF. Ta
pracuje tak, ze na zaCatku vyhodnocovéani CF pfiislusného jedince (ANN) plati CF = 0.
Postupné se prochazi vSechny prvky testovaci mnoziny. Pokud se u né¢jakého testovaného
prvku odezva ANN neshoduje s poZadavky testovaci mnoziny provede se CF = CF + 1.
Timto zptisobem muize CF1 nabyvat diskrétnich hodnot {1,2, ..., n}, kde n je pocet prvkii
testovaci mnoZiny. CF1 tedy pocita na kolika prvcich testovaci mnoziny ANN odpovédéla

nepiipustnou odezvou.

Obr. 16. Priklad potencialni CF1 v Fezu

Nasleduje piiklad definice CF podle CF1 pro feSeni klasifikacniho problému XOR (viz
kap. 6.3.1). Ptiklad je zapsan v programovém prostfedi Mathematica. Pfitom se piedpo-
klada, ze na vystupu dané ANN je zafazen jesté jeden neuron, ktery odezvy vétsi néz 0.8

normuje na 1 a odezvy mensi nez 0.2 utlumi na 0.

CF = Module[{chyba}, chyba = 0;
If[{(AHH /. {x1 — 1, x2 - 1}) = 0.8, chyba++];
If[(AHH 7. {x1 — -1, ®x? — -1}) = 0.8, chyba++];
If[{AHH /. {x1 — -1, x2 — 1}} = 0.2, chyba++];
If[(AHH 7. {x1 — 1, %2 — -1}) = 0.2, chyba++];
chyha
1
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Model CF1 se osvédcil a byl pouzit pro syntézu vSech ANN uvadénych v praktické Casti

prace.

4.4.2 Spojity model CF2

Vedle modelu CF1 jsme také experimentovali s variantou CF2. Tento postup nepocita po-
¢et Spatn€ ohodnocenych prvkill testovaci mnoziny. Ale zméii vzdalenost odezvy ANN na
dany prvek testovaci mnoziny od odezvy pozadované. Pfitom se, stejn¢ jako u ptedchoziho
modelu, ptfedpokladd, Ze na vystupu dané ANN je zatazen jeste jeden neuron, ktery odezvy
vetsi néz 0.8 normuje na 1 a odezvy mensi nez 0.2 utlumi na 0. Naptiklad pokud je poza-
dovand odezva nejméné 0.8 (jednicka) a redlnd odezva je 0.4, pak jejich vzdalenost je

|0.4 - 0.8]. Vyslednou CF je suma vzdalenosti od vSech prvki testovaci mnoziny.

Pokud bychom chtéli v prostredi Mathematica definovat CF pro klasifika¢ni problém
XOR (viz kap. 6.3.1) podle modelu CF2, mohl by jeho programovy kéd vypadat napiiklad
takto:

(F = Module[{chyba}, chyba = 0;
If[{AHH /. fx1 — 1, x2 — 1}) = 0.8, chyba += Abs[{(AHH /. {x1 - 1, x2 - 1}) - 0.8]1];
TE[{AHM /. {x1l — -1, %2 — -1}} < 0.8, chyba += Ahs[{AHH f. {x1 — -1, %2 — -1}} - 0.8]];
If[{AHH /. {x1 - -1, x2 - 1}) = 0.2, chyba += (AHH f. {x1 - -1, x2 — 1}) - 0.2]:
TE[{AHM /. {x1 — 1, %2 — -1}) = 0.2, chyba += {(AHM /. {x1 — 1, %2 — -1}} - 0.2]:
chyha
IE

Vysledna CF pak nenabyva pouze ne€kolik diskrétnich hodnot, ale CF e (0, «). Zatimco za

pouziti CF1 mohlo v EA existovat vice jedincti se stejnou hodnotou CF. V ptipad¢ CF2 je

to siln¢ nepravdépodobné (samoziejme s vyjimkou hodnoty 0). CF2 tak ovSem pro EA

vvvvvv

S modelem CF2 jsme také experimentovali a prokdzali jsme, ze dokaze nalézat kvalitativ-
né stejna feSeni jako CF1. Ale protoZe pfi hledani feSenych problému (viz prakticka ¢ast
prace) se CF1 prokazal jako rychlejsi, rozhodli jsme se nadéle v této praci pouzivat pouze

CFl1.
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4.5 Redukce GFS1 na GFS2

ProtoZe GFS1 casto vede k syntéze neneuronalnich prvki (viz kap. 4.3.3) rozhodli jsme se
vytvofrit alternativu, ktera bude pro srovnani syntetizovat sit¢ bez téchto aditivnich prvki
(viz kap. 6.4). Toho dosahneme tim, Ze sloucime gf3 a gf5S z GFS1 = {gfl, +, x, x1, x2,
K}. Vznikne tak nova gf: xK. To znamend, Ze jednim z argumentti funkce krat je povinné
konstanta K. Diky tomu nemohou v syntetizovanych ANN vznikat nasobici pseudoneuro-
ny. Nova gf mize tak slouzit pouze k syntéze vah uvnitt ANN. Vzniké tak GFS2 = {gfl,
+, xK, x1, x2}.
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II. PRAKTICKA CAST
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5 VYZKUM METOD UCENI NEURONOVYCH SiTi

Zasadni otazkou uspé$né syntézy ANN pomoci AP je problematika jejich uceni. Pokud
nalezneme ANN#*, ktera je potencidln¢ velmi vhodnou k feSeni daného problému, ale ne-
dokézeme tuto ANN* speSn€ naucit na ANN, je ndm potom ANN* k ni¢emu a nezbyva
nez ji vytadit jako nepouzitelnou. Ba co huf, dokonce se o takové ANN* ani nedozvime do

jaké miry pro nas byla potencialn¢ vhodnou.

Klasické ANN s doprednym Sifenim jsou vetSinou UspeésSné uceny pomoci algoritmu Back-
propagation [19]. Tento rigordézni algoritmus je ovSem v naSich podminkich zcela
nepouzitelny, protoze nestandardni topologie, jez AP syntetizuje, ndm neumoznuji jeho
aplikaci. Chceme-li se syntézou ANN uspét, musime hledat takovy algoritmus, ktery

dokaze s vysokou uc¢innosti nauc¢it ANN libovolné topologie.

V tvahu pfipadaji dva zndmé pfistupy, jednak uc¢eni ANN pomoci EA, pfistup, ktery jiz
diive prokazal svoji robustnost [3], a jednak uc¢eni ANN pomoci metod nelinearniho pro-
kladani (non-linear fitting, non-linear regress), tedy postupem, ktery je v AP standardné

implementovan pro nalezeni idealnich hodnot syntetizovanych konstant.

Hlavni otazka, kterou je tfeba v této kapitole zodpovédet, tedy zni: Jak slozitou ANN apli-
kovanou na jak slozity problém budeme pomoci nelinearniho prokladéani, nebo EA, schop-
ni naucit? Nasledujici popsané experimenty jsou dostupné a opakovatelné na piilozeném

CD.

5.1 Pouzité sité

Rozhodli jsme se provadét pokusy na dvou bézné pouzivanych ANN. Obé ANN jsou pou-
zity na problém funkéni aproximace funkci dvou nezavislych proménnych x1 a x2.
ANN(2-3-1) ma 3 neurony v jedné skryté vrstvé. ANN(2-3-2-1) m4a 3 a 2 neurony ve dvou
skrytych vrstvach. Neurony ve vstupnich vrstvach slouzi pouze k distribuci vstupnich hod-
not na skrytou vrstvu. Neurony ve skrytych vrstvach maji jako ptenosovou funkci sigmoi-
du. Neuron ve vystupni vrstvé obsahuje linearni pfenosovou funkci. VSechny neurony maji
své nastavitelné prahy a spoje mezi vSemi neurony jsou zatizeny vahami. Topologie a

funkce téchto pokusnych siti je popséna dale.
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5.1.1 Sit’s jednou skrytou vrstvou ANN( 2-3-1)

Funk¢ni tvar ANN(2-3-1) obsahuje tfindct konstant (vah a prahti) K1 az K13, které je po-

tfeba naudit:

K10 K2 K6

KL+ 1, KILKI2XLKIBX2 & 1, oK3KAXLKEXZ & 1, oK7+KBXL:KIX2

y

Vystupni vrstva:

Skryta vrstva:

Vstupni vrstva:

Obr. 17. Topologie ANN(2-3-1)

5.1.2 Sit se dvéma skrytymi vrstvami ANN(2-3-2-1)

Funk¢éni tvar ANN(2-3-2-1) obsahuje dvacet konstant (vah a prahtl) K1 az K20, které je

potieba naucit:

K19

K18 + o Ko - o - 6 +
11 o N L KITKIZXKIBR 1, JEKAXTKER2 " 1 KT KBXLKIR2
K20
K15 K16 K17

4. i
1+ eKl*' LB KAXLKEX2 " 1. KTKBXL KO 1, KILKI2XLKI3X2
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Obr. 18. ANN(2-3-2-1)

5.2 Testovaci funkce

K nauceni vySe popsanym ANN jsme predlozili tfi nésledujici problémy funkcni aproxi-
mace odstupniované podle obtiznosti. Trénovaci mnozina byla vzdy sestavena z hodnot
aproximované funkce v bodech x1, x2 € {0; 0.1; 0.2; 0.3; 0.4; 0.5; 0.6; 0.7; 0.8; 0.9},

kombinaci x1 a x2 tedy v trénovaci mnozing ziskdme 81 bodd.

Zamérn¢ jsme zvolili problém funkéni aproximace, oproti klasifikacnim problémum, které

vvvvvv

problému ziskali silné vysledky, jejichz stochasticky zatizené zavéry pak budeme moci z

jistotou aplikovat na klasifikaci.

5.2.1 Linearni funkce

fiin(x1,x2) = 0.5 x1 + 2.0 x2
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Obr. 19. Linearnt funkce

5.2.2 Polynomialni funkce

foo(x1,x2) = 0.5 x1° + 2.0 x2°

Obr. 20. Polynomialni funkce

5.2.3 Goniometricka funkce

foon(x1,x2) = sin(10 x1 x2)
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5.3 Vysledky uceni

Obr. 21. Goniometricka funkce

Za vysledek uceni pokusné ANN povazujeme primérnou chybu, které se ANN dopusti pii

jednom odhadu prvku z testovaci mnoziny, pficemz testovaci mnozina je shodna s mnozi-

nou trénovaci. Hodnotu této chyby ma smysl v nasledujicich tabulkach uvadét pouze fado-

ve, protoZe se jedna o stochasticky zatizenou veli¢inu.

5.3.1 Uceni pomoci Back-propagation

Pro srovnani jsme testovali také, jakou primérnou chybu dosahneme na jednotlivych pro-

blémech pii pouziti algoritmu Back-propagation - ve 20 iteracich. Casova naro¢nost této

metody se da oznacit vzhledem k ostatnim vypocetnim narokiim AP za zanedbatelnou.

Tab. 2. Uceni Back-propagation

ANN(2-3-1) | ANN(2-3-2-1)
fin 107-6 107-5
fool 10°-3 10°-3
fyon 10°-1 10°-1

5.3.2 Uceni pomoci nelinearniho prokladani

Nelinearni prokladani poskytuje v pfiblizné€ stejné ¢asové narocnosti (jedna se vSak az o

1000 iteraci) srovnatelnou hodnotu praimérné chyby jako Back-propagation, ovS§em na slo-
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zit¢jSi problém feSeni fyo, pomoci ANN(2-3-2-1) jiz nestaci a zcela selhava ve sledovani

trendu této aproximované funkce.

Tab. 3. Uceni nelinedrnim prokladanim

ANN(2-3-1) | ANN(2-3-2-1)
fin 1077 107-5
fool 10°-3 10°-4
fion 10/-1 X

5.3.3 Ucdeni pomoci SOMA

Z riznych EA jsme si k experimentu vybrali algoritmus SOMA, piesnéji verzi AllToOne
{NP = 30, Migrations = 1000, PRT = 0.1, Step = 0.3, Mass = 3}, s jehoz aplikaci mame z
<-10;10>. Algoritmus vzdy rychle konvergoval k hledanému feseni a pot¢ jiz jeho hodnotu
vylepSoval jen velmi pomalu ovSem trvale (viz grafy na pfilozeném CD). Pouziti SOMA
piinasi fadove horsi, ale stale uspokojivé a také robustnéjsi vysledky, nez nelinearni pro-
kladani. Znacnou nevyhodou je ovSem zvySena vypocetni naro¢nost - fadoveé v jednotkach
minut, ktera se mize na pouziti AP negativné promitnout. Jednalo by se pak vlastné o za-
pouzdieni jednoho SOMA do druhého - coz mize ¢asovou naro¢nost daného vypoctu ne-

umérné protahnout.

Tab. 4. Uceni SOMA

ANN(2-3-1) | ANN(2-3-2-1)
fin 1072 10°-2
fol 1072 1072
foon 1071 10~-1

5.4 Extrahované poznatky

Mira uspésnosti, se kterou algoritmus uc¢i danou ANN, zavisi jednak na obtiznosti aproxi-

movaného problému a jednak také na struktuie ANN, respektive poctu neznamych kon-
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stant (vah a prahli) v ANN. Protoze pti syntéze ANN pomoci AP je struktura ANN silné
variabilni, nelze Gspé$nost pouzitého algoritmu jednoznacné predvidat.

vvvvvv

te¢né silnym néstrojem pro feSeni jednodussich problémd, jako je otazka dvouhodnotové

klasifikace, kterou se budeme zabyvat v nasledujici kapitole.
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6 SYNTEZA NEURONOVYCH SiTi

V nasi praci jsme si vybrali dva zékladni, ale také zdsadni, problémy dvojhodnotové klasi-
fikace, pro které pomoci AP hodlame syntetizovat vhodné ANN. Jedna se o linearné sepa-
rabilni problém a problém XOR. Jako metodu u¢eni ANN* jsme pouzili nelinearni prokla-
dani, které se v predchozich experimentech prokazalo byt dostatecné¢ vhodné. K syntéze
bylo dale uzito CF1 a GFS1, tak jak jsou tyto popsany v teoretické ¢asti prace. Pouze v
kap. 4.4 je CFS1 nahrazena CFS2. Jako EA pouzity v AP vystupuje vzdy SOMA ,,AllTo-
One*“. Pfitom za uspesné nalezené feSeni je povazovana ANN, kterd aspésné odpovi na

vSechny podnéty z testovaci mnoziny (ta je shodna s mnozinou trénovaci), tedy Er=& = 0.

6.1 Popis pouzitych formuli a grafi

Struktura ANN?* - vhodna struktura ANN nalezena pomoci AP s konstantami K pfiprave-
nymi k u€eni, vyjadiena jako ptisluSna f*.

Struktura ANN - struktura ANN, kde konstanty K (véhy a prahy) byly determinovany
(nauceny) pomoci metod nelinearniho prokladani (nonlinear fitting), vyjadiena jako pfi-

slu$na f.

Substituovany tvar ANN - pienosova funkce neuronu se dvéma vstupy - sigmoida - je
nahrazena tvarem Neuron[argl, arg2], pro lepsi zobrazeni zéavislosti jednotlivych funkci
bi obsazenych v dané ANN. Pii zobrazovani takové formule jsme museli volit mezi dvéma
zly, bud’ formuli zalomit na dva fadky a nebo ji vytisknout v malém fontu. Rozhodli jsme
se, ze pouziti malych pismenek bude mensim znepiehlednénim, nez zalomeni na vice fad-
k.

Hranice mezi tfidami ANN - zobrazuje klasifika¢ni hranici ANN, pokud je odezva vétsi

nez 0.5 spada klasifikace do tfidy 1 v opacném piipad¢ do tiidy 0.

Pasmo necitlivosti ANN - zobrazuje pasmo (Sedou plochu), ve kterém odezva ANN na
podnét lezi v intervalu (0.2, 0.8), ANN zde neodpovidéa na podnét citlivé - ostrou klasifika-
ci.

3D graf funkce ANN - zobrazuje ANN, jako funkci v [E’.
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Topologie ANN - zobrazuje topologické vztahy b v ANN, pfevedenych do neuronalnich
tvard - kde jednotlivé K jsou reprezentovany, jako vahy w a prahy ¢, bez poradového cis-

lovani.

6.2 ReSeni linealné separabilniho problému

Linedrng separabilni klasifika¢ni problém, je takovy problém, v némz lze pouzit jako hra-
nici klasifikovanych tfid ptfimku. Jedna se o viibec zakladni problém, ktery Ize fesit pomoci
jednoho jediného neuronu a ktery nutné¢ musime vyftesit i my, mame-li pomyslet na feSeni
obtiznéjSich uloh. Skute¢nost, Ze na feSeni tohoto problému staci pravé jeden neuron, nam
pomuze k posouzeni slozitosti syntetizovanych feSeni. Dale uvadime Ctyfi z mnoha variant

uspesné syntetizovanych ANN, ANNI az ANN4.

wewe

nazvem Perceptron, ktery naprogramoval autor této prace (Bc. Pavel Varacha). Otevieny
programovy kod i spustitelna verze, jsou k dispozici jako piiloha P II na ptilozeném CD.
Program pouziva k uceni mononeuronalni sit¢ perceptron jednoduchou metodu fixniho

prirastku. [19]

Ml Perceptron E”El gl

MnoZina & Mnodina B Perceptron

x2

x1

[-6.75, 15.00]

Obr. 22. Program Perceptron
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6.2.1 Definice linearné separabilniho problému

Tab. 5. Linearni klasifikace

x1 x2 trida
1 1 1
1 0 1
0 1 1
-1 -1 0
-1 0 0
0 -1 0
x2
2
» *
-2 —.l *l' 2 x
] -1l
2

Obr. 23. Linearné separabilni problém

6.2.2 Priklad reSeni ANN1

Struktura ANN1*:

1
1 + e-10 (XA+K[ 17+x2K[ 27)

Struktura ANNI:
1

1 + 10 (-3.28444:10-9:x1+2.11403x2)

Substituovany tvar ANN1*:

Neuron[x1, K[1] + X2 K[2] ]
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Grafické zobrazeni ANN1:

o

* *
[ | *
[ | [ |
2 -1 0 1 2

Obr. 24. Hranice mezi tridami ANN1

-1+

o

21

-2 -1 0 1 2

Obr. 25. Pasmo necitlivosti ANN1
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| A | Frrrrrrverrrerr
] o e e o e o B |
e e e e e |
1 | N Y W W W T
i |
R i
0
-1
{l { {\\
T
2| = 91
o T 0.7
[ I -
EEE==aE=eli
0.25
SIATRINR BSRRRREER
2 -1 0 1 2
Obr. 26. 3D graf funkce ANNI
\'\'
X, X,
Obr. 27. Topologie ANNI
6.2.3 Priklad reSeni ANN2
Struktura ANN2*:
1 7)
x1 x2
1 + e-10 x2+K[117+x1K[27) -
Struktura ANN2:
1
+X:|.X22

1 .+ o-10(9.1771x10-6:0.999986 X1.+32)
Substituovany tvar ANN2*:

X1 x22 + Neuron[x2, K[1] + X1 K[2]]
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Grafické znazornéni ANN2:

.
1 * *
0 [ *
-1 | |
2|
> a 0 1 2

Obr. 28. Hranice mezi tridami ANN2

.
1 * *
0 [ *
-1t | |
2l
> a 0 1 2

Obr. 29. Hranice mezi tridami ANN2
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-2 -1 0 1 2

Obr. 30. 3D graf funkce ANN2

y

Obr. 31. Topologie ANN2

6.2.4 Priklad reSeni ANN3

Struktura ANN3*:
1
| |
_10 E 1 2+K[ 4] E
1 x1 1
E -10 I{)Ch)d.( 110 3K LT + 110 6@KT2) +)Q) | _10{ 1 - ] +2X2+K[ 3] | E
lie |Lie | (e | Le22 16710002 ] J) J
Struktura ANN3*:
1
-10 | -0.466012 1 w2
1 xd 11316 1
-0 )d”d[ 1,010 (7-45942:109:2x1) 1,10 (-1.33843:1062) ”Q] L P o1 . e ) 22
116202 " 1,-10 (X1:X2) 1)

1ie | Lie | \ Lie )
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Substituovany tvar ANN3*:

Neuron[Neuron[xl, x1 (X2 + Neuron(2x1, K[1]] + x1 Neuron[x2, K[2]1) (2 X2 + Neuron 1 lzo>e , X1 x2Neuron[x1, x2]] +K[[3]1H . X2+ Kr4]
+ e
Grafické zobrazeni ANN3:
o
1t * *
of [ *
-1t | |
21|
-2 -1 0 1 2

Obr. 32. Hranice mezi tiidami ANN3

e

o

21

* *
R
[ | *
N
| |
2 -1 0 1 2

Obr. 33 Pasmo necitlivosti ANN3
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Obr. 35. Topologie ANN3
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6.2.5 Priklad reSeni ANN4

Struktura ANN4*:
[ )
|( X2 | X2 + K[6] + KI8] i }
; 1\ 10— KIT1) I
(x1+ K[1]) (X1 + X2 +K[2] + x2K[3]) ix2+K[[4}] . Lie K[[;] |
: 1. eflO (>a+ e—20>Q) i
\ )
Struktura ANN4:

( ( H
. X2 |0.500007 + 0.500007 x2| |
' I -10(0.999999+ L | L
! \ 1+e 1:e-20X1 ) l
(-0.500001 + x1) (1.+x1-1.5x2) |1.+xX2~+ i
: 10 (9997 ) 1
| lie 'LedX 1
\ )

Substituovany tvar ANN4*:

K51

(xL+K[1]) (X1 +x2+K[2] + x2K[3]) (x2+ K141 + x2Neuron|x1, - eizm} (x2+K[[6]] + Neuron 1+:20><1 s K[[?ﬂ K[[8]]))
Grafické zobrazeni ANN4:
2,
1y *
ol ] *
-1t | |
2 -1 0 1 2

Obr. 36. Hranice mezi tridami ANN4
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Obr. 38. 3D graf ANN4
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y
A )¢ ¢ ¢
w
X, X, X,
X,
X,
X,

Obr. 39. Topologie ANN4

6.3 ReSeni problému XOR

Problém klasifikace podle logické funkce XOR, neblaze proslul zbrzdénim vyvoje neuro-
novych siti v 60. letech 20. stol. [19] Logicka funkce XOR je charakteristickd tim, Ze jeji
prvky nelze linedrné separovat - k jejimu fesSeni jsou tfeba minimalné dva sériové zapojené
neurony. Pokud maji byt nami syntetizované ANN klasifikacné funk¢ni, je nezbytné nutné,
aby byly schopny dany problém fesit. Nasledujici ptiklady ANNS az ANNS reprezentuji

vybrané Uspé$né syntetizované feSeni problému XOR.

6.3.1 Definice problému XOR

Tab. 6. Klasifikace XOR

x1 x2 tiida
1 1 1

1
1 -1 0
0
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x2
2
] 1 *
x1
-2 -1 1 2
* -1 ]
-2
Obr. 40. Problém XOR
6.3.2 Priklad feSeni ANNS
Struktura ANNS5*:
1
“10|xa — 1 \ 1 22| XK 12
| 1 | 1 Y
1052+ ™ . o w2 (2x2K14)) {mmmmew@(wm
| - 577 o XL+ [[3]]3 } }
Tie | lLe | lle |Lel00KZI9 o )
Struktura ANNS:
1
110 |1. xLexd 1 252
[ | |
10 X2+ | 1 22| (1.+2.X1:1.32) (1.+2X2) |
w2 e ;
1+e e | e | lee V(XD ) )

Substituovany tvar ANNS*:

Neuron|x1 (2x2+ Neuron|x2, (X2 + Neuron[Neuron[x1, K[[2]]2] . XL+x2+ 2K[3]]) (2X2 +K[4])
1

1
T o A HOAKE! +x2K[[7]])]),x1K[[1ﬂ2
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Grafické zobrazeni ANNS:

o
1 [} *
ol
4 ) ¢ |
ol
2 1 0 1 2

Obr. 41. Hranice mezi tridami ANNS5

o

e

21
-2 -1 0 1 2

Obr. 42. Hranice mezi tridami ANNS5
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Obr. 44. Topologie ANNS
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6.3.3 Priklad reSeni ANNG6

Struktura ANN6*:
| | | |
| | | !
| | 1 | |
X1 | XL+ X2 + X1 x2K[1]? | : -+ KI5) | (x2+K[6] +x12K[71) |
i % 7101 [ il 1 +K[[4]]§ % i
'\ (1ee lre imeeakEn CH )
Struktura ANNG6:
( ( | |
| ! | |
XL X1+ X2 + 2.6485x 102 |0.674245 + : ! ~ | x1x2 (0.783028 + 0.783028 1% + X2) |
| 1 | ! | |
| | 10 1.0 1 N |
| B e |

Substituovany tvar ANN6*:
x1 (x1+x2 + x1 x2K[172 (Neuron[Neuron{x1 Neuron(x1, K[3]], K[2]], K[4]] +K[51) (X2 + K[6] + X12K[7]))

Grafické znazornéni ANNG6:

2f
1 [} *
0,
1 * |
21t

-2 -1 0 1 2

Obr. 45. Hranice mezi tridami ANNG6
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Obr. 46. Pasmo necitlivosti ANNG6

Obr. 47. 3D graf funkce ANNG6
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Obr. 48. Topologie ANNG6

6.3.4 Priklad feSeni ANN7

Struktura ANN7%*:
1

_ K51 2 X1LK[91
10 (K[ 1]+xX1X2K[ 2] )Q+)G.>Q3+K[[3]] 1o-20K[4] +K[6] \‘
i
|
|
-10 1 1 - +Xli
1 r |
| .
10| !, x2 l i
1 1 |
: | 10 X1 -
1 te ne Lo | [LeT0TR) (1 O0AREY) ]

+e +e
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Struktura ANNT7:
1
10|1.41.X1X2 | 3.+ 1.x1 XL x23
1
-10 1
( |
101+ ( >Q1 W |
= 10| x| |
| | 7110 (1oL ~10 X2 ||
l+e Lie \lLre | lLee | (Lrem P (2 (Leem B 009) ) )
Substituovany tvar ANN7*:
Kr51 )

Neuron|K[ 17, XL>X2K[ 2] ()Qn(l)@ +K[37 + 1 +K[ 672 + x4 Neuron[Neuron [ x2Neuron[Neuron[ X1, X2) Neuron(x1, K[871, X1], K717, x1] K[9] H

+@20K[4] )

Grafické znazornéni ANN7:

of

1 [} *

ol

1 * |

2t ‘ ‘ ‘ ‘
2 -1 0 1 2

Obr. 49. Hranice mezi tridami ANN7
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2//
1t [ b ¢

ol

gl * -

2| ‘ ‘ ‘ :
2 -1 0 1 2

Obr. 50. Pasmo necitlivosti ANN7

Obr. 51. 3D graf funkce ANN7
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X, X4 X,

Obr. 52. Topologie ANN7

6.3.5 Priklad reSeni ANNS8

Struktura ANN&*:

- + X1 x2

10 . 1 — 2X05@K[ 7]
| |
10| 1 x1 ‘

(1:e710 OXIK5]) ) (1,0-10 XADR2KI6]) ) }

]

| 10| 1 x12
| 14610 XIRHKTLT)  1,¢-10 2+K[31)

‘ XAK[212:xL (32+K[ 41 ,‘J
1:ie (1ie | l+e
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Struktura ANNS:
L +x1x2
( 1
\ \
710} { 1 1 +2x1+1.>Q}
i i
| 10/ T a1 im X2 1| (e 0@ ﬁ*e’m(l‘”@a)) | |
1.e L Le e L0 (LXInR) " 110 (195R) - J J

Substituovany tvar ANNS*:

X1 X2 + NeuronNeuron[NeuronNeuron x4, X2 +K[1] ], X12Neuron[x2, K[3]] +x1K[2]? + X1 )2 +K[4]) ], xINeuronxd, K[5]] Neuron[x1, X2 +K[6]]], 2x1+X2K[ 7]

Grafické znazornéni ANNS:

of

1 [ Y

ol

=} Y |

21 ‘ ‘ ‘ ‘
2 1 0 1 2

Obr. 53. Hranice mezi tridami ANNS

-2 -1

Obr. 54. Pasmo necitlivosti ANNS

0

1
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|

T

Obr. 55. 3D graf funkce ANNS

Obr. 56. Topologie ANNS
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6.4 Reseni linearniho problému pomoci GFS2

Nasledujici ptiklady ANN9 a ANNI1O se vraceji zpét k linearné separabilnimu problému a

demonstruji jeho feSeni pomoci redukované mnoziny GFS2.

6.4.1 Priklad ifeSeni ANN9

Struktura ANNO9*:

1
1 + e-10 (K[11+x1K[27-x2K[37)

Struktura ANNO:

1
1 + -10(-2.1027+5.81557 X1+5.81557 x2)

Substituovany tvar ANNO9*:
Neuron [K[1], x1K[Z2] + x2Z K[3]]

Grafické znazornéni ANNO:

2+

-1+

2t ‘ ‘ ‘ ‘
-2 -1 0 1 2

Obr. 57. Hranice mezi tiidami ANN9
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Obr. 58. Pasmo necitlivosti ANN9

v

VT

e

[

U1

|
[ 1

Y A A Y

A Y A A

I Y A
L

-1

Obr. 59. 3D graf funkce ANN9Y

Obr. 60. Topologie ANN9Y
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6.4.2 Priklad FeSeni ANN10

Struktura ANN10*:
1
| |
-10 ( z 1 - K41
i -10 x1 |
1l+e \ 1+e | 1410 &+K[1]) o 1+e-10 (X1+K[2]) ) |
Struktura ANN10:
1
| i
-10|-0.5+ 1 |
| g0 080003 1 ]
l+e \ lie | 1:¢-10 (2.49709+x1) ~ 1,,-10 (0.000928763+X2) )

Substituovany tvar ANN10*:

Neuron[Neurcon [Neuron [xZ, K[1]], ®1 + Neuron[x1l, E[2]] E[31]., K[I4]]

Grafické znazornéni ANN10:

of

1 * *

0 ] *

-1 | |

2| | | | |
P 1 0 1 2

Obr. 61. Hranice mezi tiidami ANNI10



67

UTB ve Zliné, Fakulta aplikované informatiky

2t

-1

Pasmo necitlivosti ANN10

Obr. 62.

LV W W W

I Y Y I A

\!!‘!\H!

[

Obr. 63. 3D graf funkce ANNI10

Obr. 64. Topologie ANNI10
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6.5 Analyza ziskanych FeSeni

Tato kapitola popisuje ziskana feSeni z hlediska jejich rozlehlosti, tvaru klasifikacni hrani-
ce a struktury topologie. Vysledna tvrzeni jsou dokumentovana na predchazejicich ukaz-

kach ANNI az ANNI10.

6.5.1 Rozlehlost syntetizovanych ANN

MY W M v

Oba dva klasifika¢ni problémy (viz kap. 6.2.1 a kap. 6.3.1) se ndm podaftilo Gspés$né fesit

Sirokou Skdlou syntetizovanych ANN. Nutno pfiznat, ze struktura vétSiny nalezenych feSe-

vvvvvv

identicky problém. Nékdy se jedna opravdu o vyrazné delsi ovSem stale plné funkéni fese-

ni napt. ANNS (viz kap. 6.3.5).

Existuji ov§em také vyjimky. Napiiklad v ANN9 (viz kap. 6.4.1) se nam podafilo vyslech-
tit pro ucely feseni linearné separabilniho problému, sit’ o velikosti pravé jednoho klasic-
kého neuronu. Pocita¢em nalezené feSeni se tak shoduje s klasickym minimalnim feSenim.

vvvvv

tim, ze vypusti vahu w ze vstupu x1. Pfitom kvalita klasifika¢ni plochy je u ANNI a

ANND identicka. Lze totiz ukazat, ze podobné¢ jako ptimka:
y=wlxl+w2x2+¢=0
xl=w2/wl)x2+(¢/wl)

ktera reprezentuje zjednodusenou piedstavu o hranici mezi tfidami ANN9, mize za pomo-

ci vhodného nastaveni konstant wl, w2, ¢ protinat libovolné dva body v roviné. Tak i
piimka:
y=x1+w2x2+¢=0

x1=w2x2+¢

ktera reprezentuje zjednodusenou piedstavu o hranici mezi tfidami ANN1, miiZze za pomo-

ci vhodného nastaveni konstant w2, ¢ protinat dva libovolné body v roving.

6.5.2 Tvar vySlechténé hranice mezi tifidami

Jednotlivé tvary hranice mezi separovanymi tiidami jsou u vyslechténych ANN velmi raz-

norodé. Pfitom tvar této hranice patii mezi zakladni kritéria kvality syntetizované ANN. Je
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ovsem otazkou jakou metodou toto kritérium hodnotit. Obecné se da fici, Ze existuji vhod-
né pribchy dané hranice a defektni pribéhy (ANN4, ANN7, ANNS). Vhodné prubéhy
muzeme déle rozdélit na pribéhy primé (ANNI1, ANN9Y), oblé (ANN2, ANN6, ANN10) a
ostré (ANN3, ANNS). Zvlastnosti je, ze v ostrém prubchu je vzdy hranice mezi tfidami
zalomena piesné pod tthlem 95°. Pfitom za vSechny ostré ale 1 defektni pribehy jsou odpo-

védné praveé nasobné neurony (viz kap. 4.3.3).

6.5.3 Struktura syntetizované topologie

Obecné lze fici, ze topologie syntetizovanych ANN je vyrazné odlisSna od standardnich
ANN (viz napt. kap. 5.1.1 a kap. 5.1.2). Zatimco v béznych ANN je na malém prostoru
(poctu neurontt) ,,nahustén® velky pocet ovladacich prvka (vah a prahit), v ANN, které
vytvaii nas algoritmus jsou tyto prvky spiSe vzacné. Pfitom se Castéji syntetizuje prah neu-
ronu, nez vaha na nékterém ze spoju v siti. Vyslechténym ANN dominuji spiSe pevné
transformace. Tedy subfunkce uvnitt ANN, které jsou pouze jistou matematickou trans-
formaci vstupniho signalu, ale na které nema uceni sité zadny vliv. Tento fakt ovSem neni
syntetizovanym ANN na Skodu a nijak jim nebrdni v uspéSném feSeni daného problému.
Také nelze zarucit, ze vystupnim neuronem takové ANN bude vzdy obsahovat sigmoidu,
proto je nutné na vystupu sit¢ automaticky pocitat jesté s jednim neuronem, ktery normuje
vystupni signal do intervalu (0,1). Diivod pro¢ je syntetizovana topologie pravé takového

charakteru spoc¢iva v povaze operaci provadénych na ANN algoritmem AP (viz kap. 2.1).

X, X,

Obr. 65. Pevna transformace v ANN7
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6.5.4 Vliv GFS2 na vysledné ANN

Pouziti GFS2 misto GFS1 (viz kap. 6.4) také Gspésné fesilo zadany problém, nicméné
vyrazné ovlivnilo vysledky syntézy. Takto ziskané ANN byly vétSinou jednodusi s vétSim
poctem vah a praht. Struktura jejich hranice mezi tfidami byla stabilnéjsi - nevytvarely se
defektni prabehy. OvSem mnozina takto ziskanych feSeni byla ochuzena o celou Skalu

velmi zajimavych ostrych prabéhti klasifikacni hranice (viz kap. 6.5.2).
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ZAVER
Podaftilo se nam uspésné dosahnout vsech cili, které jsme si na zac¢atku nasi prace vytycili.
Pomoci AP jsme vytvorili u¢inny algoritmus k syntéze ANN. Timto procesem jsme dale

syntetizovali Sirokou $kalu riznych ANN vhodnych k feSeni zakladnich problému. Disku-

tovali jsme strukturu a kvalitu nalezenych feSeni.

Tak jako kazdy spravny védecky vyzkum, i ten nas za kazdou zodpovézenou otazku odha-
luje ti1 dalsi otazky, které je tieba zodpoveédét. Opét jsme prokazali vysokou pouzitelnost
analytického programovani a ptidali tak dalsi aplikaci do bohaté sbirky timto algoritmem
uspeésné feSenych problémt. Naucili jsme se syntetizovat neuronové a pseudoneuronoveé
sit¢ s doptfednym S$ifenim, které tispésné fesi klasifikacni problémy do dvou tiid. Otevieli
jsme vsSak také mnoho dalSich oken, kterymi se mlze ubirat ndsledny vyzkum. Zakladni
otazkou, kterou zbyva zodpovédét je, podle jakych kritérii zhodnotit kvalitu nalezené

ANN, mame-li celou mnozinu siti s identickou reakci na trénovaci i testovaci mnozinu.

Polozili jsme platformu, kterou je tieba rozvijet smérem k rozsahlejsim aplikacim - vice-

hodnotova klasifikace, aproximace, predikce, minimalizaci pouzitych ANN...

Sméfujeme k formulaci nového pohledu na oblast ANN, ke kiizeni klasickych ANN s

ostatnimi funkcemi a transformacemi zndmymi v matematice.
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SEZNAM POUZITYCH SYMBOLU A ZKRATEK
ANN  uméla neuronova sit’ (4Artificial Neuronal Network)
ANN* nenaucena ANN

ANN,; mnozina v§ech ANN

AP Analytické programovani (Analytic Programming)

arg argument funkce

B mnozina zakladnich (bazovych) funkci b z nichz se skladd ANN
b funkce b € B

CD ptiloZzené zdznamové médium

CF ucelova funkce (Cost Function, Fitness Function) pouzita v EA
D dimenze (rozmér jedince), pocet argumenti CF

DE Diferencialni evoluce (Differential Evolution)

EA evolucéni algoritmus (Evolutionary Algorithm)

Er globalni chyba ANN

f* ttida funkci f* € F reprezentuji nenau¢enou ANN

f funkce f z tfidy f* reprezentujici nau¢enou ANN

F mnozina vSech ptipustnych tfid f* vzniklych kombinaci prvki mnoziny B
Fau mnozina vSech funkci

F mutacni konstanta DE

GE Gramaticka evoluce (Grammatical Evolution)

GFS zakladni mnozina AP (General Function Set)

gf zéakladni funkce AP gf € GFS
GP Genetické programovani (Genetic programming)
K konstantni funkce gf; € GFS, gf; = Kj, kde K je pozdéji determinovéano, napft.

pomoci metod nelinearniho prokladani
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NP pocet jedincii v populaci SOMA nebo DE

P uloha (problém) pfedlozeny k feSeni ANN

PRT parametr SOMA

SOMA Samoorganizujici se migracni algoritmus (Self-organizing Migration Algorithm)
w vaha na spoji v ANN

XOR  logicka funkce

) prah neuronu v ANN

3 maximalni piipustna Er

€ a € B, aje prvkem B

c A c B, A je podmnoZinou B

c A < B, A je podmnozinou, nebo identickou mnozinou s B

E’ Euklidiiv trojdimenzionalni prostor

3D zobrazeni v E*
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Obr. 65. Pevna transformace v ANN7
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SEZNAM PRILOH

Ptiloha PI: Adresatrova struktura ptilozeného CD

Ptiloha PII: Program Perceptron



PRILOHA PI: ADREAROVA STRUKTURA PRILOZENEHO CD

ProtoZe stromova struktura pfilozeného CD mtiZze byt pro nezasvéceného ¢tenare znacné
nepiehledna. Rozhodli jsme se pftilozit jeji stru¢ny popis, ktery ma za cil usnadnit eventu-
elnimu z4jemci orientaci. Vzdy nejprve uvadime cestku ke konkrétnimu adreséafi a poté

strucny popis jeho obsahu.
e \perceptron

Obsahuje zdrojové soubory a spustitelnou verzi programu Perceptron.
e \prace

Obsahuje text této diplomové prace.
e \synteza\gfsl\lin\algorimus\cf1

Obsahuje zdrojovy kéd algoritmu AP teSici problém P/ pomoci GFS1 a CF1.
e \synteza\gfsl\lin\algorimus\cf2

Obsahuje zdrojovy kéd algoritmu AP tesici problém P/ pomoci GFS1 a CF2.
o \synteza\gfs1\lin\priklady

Obsahuje pouzité priklady ANN1 az ANN4.
e \synteza\gfsl\xor\algorimus\cf1

Obsahuje zdrojovy kéd algoritmu AP tesici problém P2 pomoci GFS1 a CF1.
e \synteza\gfs1l\xor\algorimus\cf2

Obsahuje zdrojovy kéd algoritmu AP tesici problém P2 pomoci GFS1 a CF2
e \synteza\gfs1\xor\priklady

Obsahuje pouzité priklady ANNS az ANNS.
e \synteza\gfsl\lin\algorimus\cf1

Obsahuje zdrojovy kod algoritmu AP tesici problém P/ pomoci GFS2 a CF1
e \synteza\gfs2\lin\priklady

Obsahuje pouzité piiklady ANN9 a ANNIO.



PRILOHA P II: PROGRAM PERCEPTRON

Vsechny algoritmy pouzité v této praci jsou navrzeny pro programové prostiedi Mathe-
matica. Protoze zvidavy Ctendf, ktery se teprve seznamuje s problematikou neuronovych
siti nemusi toto nakladné prostiedi nutné vlastnit. Rozhodl jsme se (Varacha P.) naprogra-
movat alespont maly piiklad pouziti neuronu ke klasifikaci a uvolnit jeho zdrojové kody k
volnému pouziti. CD obsahuje také spustitelnou verzi tohoto programu s nazvem Percep-
tron, ktera je zkompilovana pro operacni systém Windows. Nicmén¢ zdrojové kody tohoto
programu jsou sestaveny multiplatformé a je mozné je prekompilovat t¢émét pro libovolny
operaéni systém. Tato skutecnost je umoznéna pouzitim vynikajici open source multiplat-
formni knihovny wxWidget (http://www.wxwidgets.org/). Cely program vznikl za pomoci
freeware  nastroji wx-Devepp  (http://wxdsgn.sourceforge.net/) a  wxGlade
(http://wxglade.sourceforge.net/). Domnivam se, Ze program je piikladem vhodného pouzi-

ti wxWidged a objektového programovani.

x2

Zadej bod:

x1 x2
| 7| 5|
l OK l [ Konec

x1

Larazeni bodu ["5__<|
1 ) Bod patii do skupiny A,

[-16.10, 1,95]

Ovladani programu Perceptron je velmi jednoduché, nejprve je tieba navrhnout dvé sepa-

rované tfidy (mnozinu prvkd A a B). To mizeme ud¢lat napiiklad klikanim levého a pra-



vého tlac¢itka mysSi na soutadnicovou plochu hlavniho okna. Potom zvolime menu Percep-
tron - Nauc perceptron. Jestlize jsme pred tim nadefinovali linearné separabilni problém,
jediny neuron sité programu Perceptron (v okné reprezentovany modrou piimkou) bude
uspésné naucen metodou fixnich ptirGstkli. Méme-li nau¢eny neuron, mizeme jej pomoci
menu Perceptron - Zarad prvek... nechat klasifikovat uzivatelem vybrané prvky (body z

plochy).
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